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MS-UNet：基于改进U-Net的心脏磁共振图像高精度
分割方法
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【摘 要】目的：基于U-Net网络（convolutional networks for biomedical image segmentation，U-Net）构建一种多尺度特征融合与空

间通道压缩激励的 MS-UNet 网络（multi-scale feature fusion and spatial-channel squeeze-and-excitation-Unet，MS-UNet），以提

升心脏磁共振图像中的心室及心肌组织分割性能。方法：通过以下步骤构建MS-UNet网络：①增加下采样与上采样层数；②
设计多尺度残差特征融合模块（multi-scale feature fusion，MSRF），替换传统3×3卷积层，融合不同尺度上下文信息；③在上采样

与跳跃连接之间引入空间和通道压缩与激励模块（spatial-channel squeeze-and-excitation，scSE），强化关键区域特征权重。基

于自动心脏诊断挑战数据集（automated cardiac diagnosis challenge dataset，ACDC），训练并测试MS-UNet的心脏分割性能，并与

主流分割网络进行对比。分割性能差异比较采用单因素方差分析、Turkey检验或配对 t检验。结果：MS-UNet在左心室（left 
ventricle，LV）、右心室（right ventricle，RV）及心肌（Myoglobin，MYO）分割任务中表现优异：平均相似系数（dice similarity coeffi⁃
cient，Dice）、平均交并比（intersection over union，IOU）、平均 Hausdorff距离（hausdorff distance，HD）均显著优于其他模型，且与

多个模型比较的差异均具有统计学意义（均P<0.05）。在不同期相心脏分割性能测评中，除了MYO分割Dice和 IOU稍差于收

缩末期（End Systolic，ES），舒张末期（End Diastolic，ED）心脏各亚结构分割性能评价指标均最佳。2个期相间各指标差异具有

统计学意义（均 P<0.05）。消融实验结果表明，网络模型在各心脏亚结构分割中的 Dice、IOU随着模块数目增加而逐渐增加，

HD逐渐降低，各模型间所有性能评价指标间差异具有统计学意义（均P<0.001）。结论：MS-UNet通过多尺度特征融合与自适

应注意力机制，明显提升了心脏磁共振图像分割精度，具有广阔的临床应用前景。
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MS-UNet: a high-precision segmentation method for cardiac magnetic 
resonance images based on Convolutional Networks for Biomedical 
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【Abstract】Objective：To construct a Multi-Scale Feature Fusion and Spatial-Channel Squeeze-and-Excitation-Unet（MS-UNet） net⁃
work based on Convolutional Networks for Biomedical Image Segmentation（U-Net），and to improve the performance of ventricular and 
myocardial tissue segmentation in cardiac MRI images. Methods：The MS-UNet network was constructed by the following steps：（1） 
increase the number of downsampling and upsampling layers；（2）design a Multi-Scale Residual Feature Fusion（MSRF） module to re⁃
place the traditional 3 × 3 convolutional layers and fuse different scales of contextual information；and（3） introduce a Spatial-Channel 
Squeeze-and-Excitation （scSE） module between the upsampling and the hopping connection to strengthen the feature weights in criti⁃
cal regions. The cardiac segmentation performance of MS-UNet was trained and tested based on the Automated Cardiac Diagnosis Chal⁃

lenge dataset，and it was compared with mainstream segmentation 
networks. A one-way analysis of variance，the Turkey test，or the 
paired t-test was used for comparison of segmentation performance. 
Results：MS-UNet demonstrates outstanding performance in seg⁃
mentation tasks for the left ventricle（LV），right ventricle（RV），and 
myocardial tissue（MYO） the mean similarity coefficient（Dice），in⁃
tersection over union（IOU），and mean Hausdorff distance （HD） 
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were significantly better than other models，and the differences compared with multiple models were statistically significant （all P<
0.05）. In phase-specific cardiac segmentation performance evaluations，except for slightly lower Dice and IOU in MYO segmentation 
compared to end systolic（ES），end diastolic（ED） demonstrated optimal segmentation metrics for all cardiac subsystem evaluations. 
Differences between the two phases were statistically significant（all P<0.05）. The results of the ablation experiment indicated that the 
Dice and IOU of the network model in the segmentation of each cardiac substructure gradually increased with the increase in the num⁃
ber of modules，while HD gradually decreased. The differences in all performance evaluation indicators among the models were statisti⁃
cally significant（all P<0.001）. Conclusion：MS-UNet obviously improves the segmentation accuracy of cardiac magnetic resonance 
images through multi-scale feature fusion and adaptive attention mechanism，and therefore，it has broad clinical application prospects.
【Key words】magnetic resonance imaging；cardiac segmentation；U-Net network；deep learning

心血管疾病每年导致约 1 750 万人死亡，是导

致全球人类死亡的主要原因之一，其早期精准诊断

对降低临床风险具有重要意义[1]。心脏磁共振成像

（cardiac magnetic resonance imaging，CMRI）因其分

辨率高和无电离辐射等优点，已成为心血管疾病诊

断的关键技术。临床心脏评估通常需要基于磁共

振成像（magnetic resonance imaging，MRI）提取左心

室、右心室及心肌等解剖结构，以便进一步计算心

室容积、射血分数等关键功能指标。因此，CMRI的
临床应用在很大程度上依赖于对心脏图像的精准

分割。心脏磁共振图像分割面临患者间心脏解剖

结构差异明显、目标与背景灰度相似、右心室形态

多变及边界模糊等挑战。传统的医学图像分割方

法（如阈值分割、区域生长法）可通过结合图像的灰

度、纹理、边缘信息及形态学信息对心脏进行分割，

但在复杂解剖结构或低对比度场景中易受噪声干

扰，导致传统分割方法精度有限。

随着深度学习技术的高度发展，基于编码器-
解码器结构的卷积神经网络（convolutional neural 
networks，CNN）提高了医学图像分割结果的精度与

鲁棒性。例如，Long J 等[2]提出的全卷积网络（fully 
convolutional network，FCN）首次将卷积神经网络应

用于医学图像的像素级预测任务，开启了端到端自

动分割新思路。U-Net作为 FCN 典型改进网络，在

医学图像分割领域取得突破性进展，但其仍存在多

项局限性：①卷积核感受野固定，难以有效捕捉多

尺度上下文信息；②在编码-解码过程中存在信息

逐层损失，导致对微小结构和边界细节的建模能力

不足；③跳跃连接机制缺乏对语义与空间特征融合

的选择性，可能引入冗余信息，从而影响最终分割

精度。为克服上述问题，研究者提出了多种基于U-
Net 的改进方法，主要集中于多尺度特征提取与长

程依赖建模方向：BLU-Net[3]通过密集块减少信息丢

失，但其特征提取仍依赖固定尺度卷积，缺乏对尺

度变化敏感的上下文建模能力，难以应对心脏结构

差异明显的情况；TransUNet结合Transformer增强全

局特征建模，提升了语义理解能力，但其对局部细节

的建模能力较弱，仍存在误分割与漏分割风险[4]。

针对上述挑战，本文提出了一种基于多尺度残

差特征融合模块MSRF和空间和通道压缩与激励模

块 scSE的MS-UNet网络，旨在为临床心血管疾病诊

断提供更可靠的自动化工具。

1　材料与方法

1.1　MS-UNet网络模型构建

MS-UNet 遵循经典的 U-Net 网络框架，由编码器、解码

器、MSRF 模块和 scSE 模块组成，如图 1 所示。首先，将 U-
Net 原有的 4 次下采样和上采样增加到 5 次，以提高模型的

空间分辨率，增强对细节特征的捕捉能力，从而提升网络的

分割性能。其次，使用 MSRF模块替换 U-Net中标准 3×3卷

积层，该模块通过多个并行卷积操作实现多尺度信息的提取

和融合，有效结合了图像的全局和局部特征。此外，在 U-
Net上采样和跳跃连接之间引入 scSE模块，通过并行通道和

空间注意力机制，动态增强心脏区域的特征表达，抑制背景

干扰，提升模型在右心室和心肌边缘的分割准确性。该方法

在保持较低计算开销的同时，实现了高效和精确的心脏MRI
分割效果。

1.1.1　编码器构建　心脏在跳动过程中会导致MRI图像出

现模糊阴影，进而增加分割难度。为提升模型在边界模糊区

域的分割鲁棒性，在编码器部分，本文使用 MSRF 模块替换

U-Net 中标准 3×3 卷积层，其结构如图 2 所示。与传统 U-
Net 中单个 3×3 卷积层不同，MSRF 模块是由多个并行的

3×3 卷积组成。在第一行中，使用 4 个 3×3 卷积替代 1 个

7×7卷积；第二行则使用 2个 3×3卷积替代单个 5×5卷积。

这种设计在保持相同感受野的同时，明显减少了模型的参数
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量，从而有效降低计算开销和显存占用。通过并行卷积操

作，模型能在不同尺度上提取丰富的图像特征，帮助网络更

好地捕捉多层次的信息。然后，通过1个1×1卷积实现通道

压缩。此外，MSRF模块还引入ReLU激活函数，加速了网络

训练收敛。

1.1.2　跳跃连接层构建　在心脏 MRI 图像中，心脏跳动和

噪声干扰，尤其是在心肌边界和右心室区域，常常出现边界

模糊与结构不连续等问题，进而导致误分割或漏分割。为提

升模型对模糊结构的感知与表达能力，本文在U-Net上采样

和跳跃连接之间引入了 scSE模块，其具体结构如图 3所示。

scSE模块是 1个混合注意力模块，由空间注意力模块 sSE和

通道注意力模块 cSE 组成，可同时关注空间信息和通道信

息。其中，sSE模块通过 1×1卷积将输入特征图U在通道维

度上压缩为 W×H 的二维空间权重图，并采用 Sigmoid 激活

函数对特征进行归一化，具体计算如下。

ωi,j = σ (∑c = 1

C

WC × Uc,i,j) （1）
式中，U ∈ RC × H × W 为输入特征图，Wc 为卷积层的权重，ωi,j 为

位置（i，j）的空间注意力权重。

最后，与输入特征图相乘，实现空间维度上的特征增强，

输出空间增强特征图 ÛsSE。

cSE模块首先对输入的特征图U进行全局平均池化，计

算公式为：

gc = 1
H × W ∑

i = 1

H ∑
j = 1

W

Uc,i,j （2）
式中，U ∈ RC × H × W为输入特征图。

然后，通过 2个 1×1卷积和 Sigmoid 激活函数生成每个

通道的注意力权重，计算公式为：

图 1　MS-UNet网络结构

图 2　MSRF 模块
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ωc = σ (W2 × ReLu (W1 × gc ) ) （3）
式中，ωc 为通道 c 的注意力权重，W1 为通道维度 c 时的卷积

层权重，W2为通道维度
c
2 时的卷积层权重。

最后，与输入特征图通道相乘，实现通道维度上的特征

增强，输出通道增强特征图 ÛcSE。

scSE 模块是将空间增强特征图 ÛsSE 和通道增强特征图

ÛcSE进行加法融合，得到最终特征图 ÛscSE。

1.1.3　解码器构建　在解码器部分，本文同样设计了MSRF
模块替换 U-Net 中标准 3×3 卷积层，不同于编码器主要负

责提取和压缩特征，解码器更侧重于逐层恢复空间分辨率并

融合编码器传递的浅层信息。设计 MSRF 模块能够充分挖

掘不同空间尺度的上下文信息，为上采样阶段提供更精准的

结构信息。

1.1.4　损失函数　医学图像分割的本质上属于像素级分类

任务。在心脏 MRI 分割中，模型需要对每个像素进行类比

预测，即区分左心室、右心室和心肌区域。交叉熵损失是一

种常用的分类损失函数，广泛应用于深度学习模型的训练和

性能评估，其计算公式为：

LCE = -∑
i = 1

C

yi log ( ŷ i ) （4）
式中，C 为分类任务中的类数，yi 为真实情况中的第 i 类标

签，ŷi为模型预测为第 i类的概率。

在医学图像分割中，准确评估分割区域与真实区域的重

叠程度至关重要。Dice损失能够有效衡量两者之间的重叠

程度，被广泛用于医学影像分割中，其计算公式为：

LDice = 1 - 2∑i = 1
N pi p̂i

∑
i = 1

N

pi + ∑
i = 1

N

p̂i

（5）

式中，pi 和 p̂i 分别为像素 i的标签值和预测值，N为像素点总

个数。

本文采用交叉熵损失和 Dice 损失相结合的策略，用于

MS-UNet网络的训练，有效提高了心室和心肌区域的分割精

度。二者结合后的损失函数计算公式为：

L = LCE + LDice （6）
式中，LCE为交叉熵损失，LDice为Dice损失。

1.2　网络模型测评

1.2.1　数据集　为评估所提出的 MS-UNet 网络的性能，在

公开数据集 ACDC 上进行了实验，数据体包含 5 种疾病模

型，包括正常心脏，心肌梗塞，扩张型心肌病，肥厚型心肌病，

右心室异常。每位患者 MRI图像包括短轴电影序列 2个期

相，分别为收缩末期（End Systolic，ES）和舒张末期（End Dia⁃
stolic，ED）。ACDC 数据集是法国迪戎大学医院在 6 年实际

临床检查中收集，使用了 2台西门子 3.0 T和 1.5 T磁共振扫

描仪进行数据采集，图像切片厚度为 5~8 mm，层间距为 5 
~10 mm。该数据集包含 150例心脏电影MRI，其中 100例用

于训练，50例用于测试。在实验之前，对 ACDC数据集进行

了预处理，首先将心脏MRI切片转换为二维图像，随后统一

裁剪至 256×256 像素，以满足批处理输入要求。

1.2.2　模型参数　实验采用了 PyTorch深度学习框架，并在

Nvidia RTX 3090 的 GPU 和 Intel Xeon W-2235@3.80GHz 的

CPU上进行。所有网络学习率设置为 0.001，使用Adam优化

器进行训练，批次大小为15，每次实验迭代350轮。

1.2.3　性能评价　分别评估 MS-UNet 的左心室（LV）、右心

室（RV）和心肌（MYO）分割性能，分割性能评价包括 3 种方

法，包括：指标评价、视觉评价和消融实验。

指标评价;在 ACDC 数据集中测试 MS-UNet及 5种主流

网络模型（U-Net、R50-UNet、Segnet、UNet++、nn-UNet）的分

割性能。并分别使用不同期相的心脏磁共振图像（ED 和

ES）测试MS-UNet的心脏分割性能。测试次数为10次，每次

测试记录的评价指标包括Dice、IOU、HD，具体如下：

相似系数（Dice）是指分割结果与真实标签之间的重合

程度，其公式为：

Dice = 2 || X ∩ Y
|| X + ||Y

（7）
式中，X为分割结果，Y为真实标签。

交并比（IOU）是指“预测的边框”与“真实的边框”的交

叠率，即交集和并集的比值，其公式为：

图 3　scSE 模块
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IOU = A ∩ B
A ∪ B

（8）
式中，A表示真实区域的面积，B表示预测区域的面积。

Hausdorff距离（HD）是指预测分割的边界点与真实值之

间的最大距离，用来评估算法在边界处捕获细节的能力，其

公式为：

HD ( A,B) = max { sup
a ∈ A

 inf
b ∈ B

 d (a,b) , sup
b ∈ B

 inf
a ∈ A

 d (a,b) } （9）
式中，A表示实际预测结果，B表示真实结果，sup和 inf分别

表示上界和下界，d表示两点之间的欧几里得距离。

视觉评价：从 ACDC 数据集中选择 5 例病例数据（正常

心脏，心肌梗塞，扩张型心肌病，肥厚型心肌病，右心室异常）

进行手动分割及网络模型自动分割，以 1名具备 5年以上工

作经验的影像科医师的手动分割心脏磁共振图像结果作为

“金标准”真实标签（Ground Truth），对比 2 种经典模型（U-
Net、nn-UNet）及MS-UNet模型的心脏分割视觉效果。

消融实验：为了测试MS-UNet网络各模块的有效性，本

研究在 ACDC 数据集中，以 U-Net 作为基线网络模型，分别

测试依次添加 MSRF、scSE 模块的心脏分割效果，评价指标

同指标评价。

1.3　统计学方法

统计分析采用 SPSS 统计软件（版本号：25.0）。采用

Shapiro-wilk 检验对计量资料进行正态性检验，符合正态分

布的计量资料以均数±标准差（x±s）表示，非正态计量资料

用四分位数 Md（P25，P75）表示。MS-UNet的不同期相心脏分

割性能差异比较采用配对 t 检验。指标评价中各网络模型

（MS-UNet、U-Net、R50-UNet、Segnet、UNet++、nn-UNet）间

的心脏分割性能比较及消融实验中各网络模型[U-Net、U-
Net+MSRF、U-Net+scSE、U-Net+MSRF+scSE（MS-UNet）]间
的心脏分割性能比较采用方差分析，并采用 Turkey 检验

分析 MS-UNet 与其他网络模型的分割性能差异。检验水

准 α=0.05。

2　结 果

2.1　模型指标评价

不同模型在心脏亚结构分割任务中的指标评价结果表

明，6种网络模型在不同心脏亚结构中的分割性能评价指标

差异具有统计学意义（均P<0.001）。除了RV分割评价指标

IOU和HD稍差于排名第一的 nn-UNet，MS-UNet在 6种网络

模型中其余各心脏亚结构的分割性能评价指标皆排名最佳。

此外，在LV分割性能评价中，MS-UNet的Dice与 4种网络模

型（U-Net、R50-UNet、Segnet、nn-UNet）间差异具有统计学

意义（均P<0.05），其 IOU与 2种网络模型（UNet++、Segnet）间

差异具有统计学意义（均 P<0.05），其 HD 与 5 种网络模型

（U-Net、R50-UNet、Segnet、UNet++、nn-UNet）间差异具有统

计学意义（均 P<0.05）。在右心室（RV）分割性能评价中，

MS-UNet 的 Dice 与 4 种 网 络 模 型（U-Net、R50-UNet、
UNet++、nn-UNet）间差异具有统计学意义（均 P<0.05），其

IOU 和 HD 与 5 种 网 络 模 型（U-Net、R50-UNet、Segnet、
UNet++、nn-UNet）间差异具有统计学意义（均 P<0.05）。在

心肌（MYO）分割性能评价及平均心脏亚结构分割性能评价

指标中，MS-UNet 的 Dice、IOU 和 HD 与 5 种网络模型（U-
Net、R50-UNet、Segnet、UNet++、nn-UNet）间差异具有统计

学意义（均P<0.05），见表1。
2.2　不同期相心脏分割性能评价

MS-UNet的不同期相心脏分割性能测评结果显示，除了

MYO分割Dice和 IOU稍差于ES，ED心脏各亚结构分割性能

评价指标均最佳，2 个期相间各指标差异具有统计学意义

（均P<0.05），见表2。
2.3　视觉评价

视觉评价结果显示（图 4），在 5个不同疾病病例心脏分

割结果中，与其他 2种模型相比，MS-UNet 具有最佳的分割

效果，且分割结果最接近于手动分割金标准真实标签，而其

他模型则存在过度分割或分割不足问题（红色圈）。

表 1　不同模型在 ACDC 数据集中的心脏亚结构分割性能比较（x±s）

指标

Dice（%）

IOU（%）

HD（mm）

部位

LV
RV

MYO
平均

LV
RV

MYO
平均

LV
RV

MYO
平均

U-Net
92.20±0.12a

86.70±0.12a

85.30±0.20a

88.07±0.07a

88.50±0.11

81.30±0.18a

76.70±0.40a

82.16±0.20a

9.29±0.07a

14.20±0.24a

11.90±0.41a

11.79±0.16a

R50-UNet
92.50±0.35a

91.03±0.33a

85.70±0.35a

89.74±0.27a

88.80±0.32

83.41±0.33a

77.60±0.33a

83.28±0.26a

9.21±0.3a

13.60±0.33a

9.70±0.32a

10.84±0.30a

UNet++
92.80±0.33

87.42±0.36a

86.32±0.32a

88.85±0.24a

89.20±0.33a

81.61±0.33a

78.81±0.33a

83.21±0.33a

9.11±0.33a

15.51±0.35a

11.51±0.35a

12.03±0.35a

Segnet
91.95±0.32a

86.12±0.34

82.31±0.26a

86.80±0.19a

88.81±0.33a

80.71±0.33a

75.30±0.33a

81.60±0.27a

9.81±0.33a

15.05±0.34a

12.00±0.32a

12.31±0.30a

nn-UNet
93.00±0.32a

92.30±0.36a

89.51±0.35a

91.61±0.34a

88.40±0.33

86.81±0.33a

82.22±0.34a

85.82±026a

10.61±0.33a

7.81±0.33a

7.71±0.33a

8.71±0.33a

MS-UNet
95.16±0.32

92.40±0.33

91.02±0.34

92.87±0.23

91.00±0.37

86.20±0.33

83.50±0.32

86.89±0.25

3.11±0.33

8.61±0.33

4.71±0.33

5.51±0.33

F值

146.679
825.874

1 030.205
899.179

96.617
718.397
872.655
623.056
810.272

1 100.599
720.196
773.433

P值

<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001

注：a，与MS-UNet组比较，P<0.05
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表 2　不同期相心脏分割性能评价（x±s）

指标

Dice（%）

IOU（%）

HD（mm）

部位

LV
RV

MYO
平均

LV
RV

MYO
平均

LV
RV

MYO
平均

收缩末期（ES）
93.30±0.37

89.90±0.32

91.70±0.32

91.63±0.27

87.81±0.33

82.30±0.33

84.71±0.33

84.94±0.27

3.31±0.33

8.91±0.33

4.52±0.34

5.60±0.32

舒张末期（ED）
97.02±0.34

94.70±0.32

90.21±0.33

93.97±0.32

94.12±0.34

90.11±0.33

82.22±0.34

88.82±0.27

2.91±0.33

8.31±0.33

4.91±0.33

5.40±0.27

t值
32.824

321.994
-24.644

55.677
69.169
67.949

-23.753
133.520
-2.513
-5.529

3.053
-5.071

P值

<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001

0.033
<0.001

0.014
0.001

图 4　手动分割、MS-UNet、U-Net和 nn-UNet在不同疾病模型中的心脏分割视觉结果图
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2.4　消融实验

各模块消融实验结果发现，随着模块数目增加，网络模

型在各心脏亚结构分割中的Dice、IOU逐渐增加，HD逐渐降

低，各模型间所有性能评价指标间差异具有统计学意义（均

P<0.001）。在 4个模型中，U-Net+MSRF+scSE（MS-UNet）具

有最高的Dice、IOU，最低的HD。在左心室（LV）分割消融实

验中，U-Net+MSRF+scSE（MS-UNet）的Dice与 2种网络模型

（U-Net、U-Net+MSRF）间差异具有统计学意义（均P<0.05），

其 IOU和HD与 3种网络模型（U-Net、U-Net+MSRF、U-Net+
scSE）间差异皆具有统计学意义（均 P<0.05）。在右心室

（RV）分割消融实验中，U-Net+MSRF+scSE（MS-UNet）的

Dice、HD 与 3 种网络模型（U-Net、U-Net+MSRF、U-Net+
scSE）间差异皆具有统计学意义（均 P<0.05），其 IOU 与 2 种

网络模型（U-Net、U-Net+scSE）间差异具有统计学意义（均

P<0.05）。在心肌（MYO）分割性能评价及平均心脏亚结构

分割消融实验中，U-Net+MSRF+scSE（MS-UNet）的 Dice、
IOU 和 HD 与 3 种网络模型（U-Net、U-Net+MSRF、U-Net+
scSE）间差异皆具有统计学意义（均P<0.05），见表3。

3　讨 论

本研究基于改进 U-Net 架构提出 MS-UNet 网
络，MS-UNet的核心改进在于 MSRF模块与 scSE模

块的协同设计。MS-UNet 通过多尺度特征融合与

自适应注意力机制，提高了模型对心脏磁共振图像

中心室和心肌边缘的分割性能，解决了以往模型在

分割时易出现的误分割和漏分割问题，对临床研究

具有一定的实际意义。

本研究一系列实验结果表明，MS-UNet明显提

升了 U-Net 网络的心脏分割效果。在指标评价方

面，相较于 5 种主流心脏分割网络模型（U-Net、
R50-UNet、Segnet、UNet++、nn-UNet），MS-UNet 各
心脏亚结构（LV、RV、MYO）的分割性能评价指标

（Dice、IOU和HD）皆排名最佳或靠前。以上结果提

示，MSRF 的加入可极大提升 U-Net 网络模型的心

脏分割性能，具体机制可能为：MSRF模块通过引入

不同深度的多尺度卷积路径（每条路径由多个 3×3
卷积层组成），并结合残差连接与特征融合机制，增

强了 MS-UNet 网络对心脏不同解剖结构的表征能

力。心脏不同期相的有效分割对于心功能的准确

分析意义重大。在不同期相心脏分割性能评价中，

MS-UNet 在 ES 和 ED 心脏亚结构分割中均表现出

优异的分割性能，且在 ED 期的分割效果更佳。导

致上述结果的原因可能是：与ES期相比，心脏舒张

末期心室腔体积最大，心脏各亚结构间分界更为清

晰，一定程度上网络模型分割难度更低。ACDC 数

据集因其涵盖多种典型心脏疾病类型、结构变化复

杂且挑战性高，已被广泛应用于心脏MRI分割相关

研究，并成为该领域重要的基准数据集。基于其

多样性和代表性，本研究在 ACDC 上获得的结果具

有较强的参考价值和一定的泛化意义。本研究报

道的 MS-UNet 与多种基于 ACDC 数据集的心脏分

割网络模型的不同期相心脏分割性能评价结果相

比，表现出最佳或靠前的心脏分割性能指标，ED的

Dice为93.97%（其他模型均<93.97%），HD为5.40 mm
（其他模型均≥5.40 mm）；ES 的 Dice 为 91.63%（其

表 3　消融实验结果（x±s）

指标

Dice

IOU

HD

部位

LV
RV

MYO
平均

LV
RV

MYO
平均

LV
RV

MYO
平均

U-Net
92.20±0.12a

86.70±0.12a

85.30±0.20a

88.07±0.07a

88.50±0.11a

81.30±0.18a

76.70±0.40a

82.16±0.20a

9.29±0.07a

14.20±0.24a

11.90±0.41a

11.79±0.16a

U-Net+MSRF
94.20±0.57a

91.60±0.62a

89.90±0.26a

91.91±0.44a

89.40±0.62a

85.58±0.34

82.75±0.30a

85.90±0.21a

5.40±0.50a

10.30±0.29a

6.60±0.3a

7.44±0.23a

U-Net+scSE
94.78±0.32

91.30±0.35a

90.00±0.45a

92.03±0.30a

90.20±0.24a

84.52±0.95a

82.40±0.41a

85.71±0.30a

4.80±0.32a

11.22±0.34a

6.40±0.33a

7.47±0.20a

U-Net+MSRF+scSE
95.17±0.32

92.40±0.33

91.02±0.34

92.87±0.23

91.00±0.37

86.20±0.33

83.50±0.32

86.89±0.25

3.11±0.33

8.61±0.33

4.71±0.33

5.51±0.33

F值

129.133
420.423
608.972
541.699

77.763
164.312
747.465
719.490
588.402
590.611
826.467

1 254.435

P值

<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001
<0.001

注：a，与U-Net+MSRF+scSE组比较，P<0.05
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他模型均≤91.63%），HD 为 5.60 mm（其他模型均≥
5.60 mm）[5-12]。在视觉评价方面，与 2 种模型（U-
Net、nn-UNet）相比，MS-UNet在不同疾病模型中均

具展现出最佳的分割效果，尤其是在处理心脏的复

杂形态和细微结构时。具体机制为：scSE模块通过

通道注意力（关注关键解剖特征）与空间注意力（强

化边缘区域权重）的联合优化，进一步提升了 MS-
UNet分割结果的边界一致性。在消融实验方面，实

验结果显示随着模块数目的增加，MS-UNet网络模

型的各项性能指标均逐步提升，进一步验证了

MSRF模块与 scSE模块的协同设计的有效性。

本研究存在的局限性：①模型的训练和验证仅

基于 ACDC 单一数据集，虽然该数据集涵盖多种典

型心脏病理类型，但其图像来源相对集中，扫描参

数较为统一，可能限制了模型在其他医院设备或不

同人群中的泛化能力。②在训练过程中，由于心脏

结构变化的高度个体差异如：右心室形态差异大和

心肌边界模糊，模型仍存在学习稳定性和局部过拟

合的风险。③现有模型仍依赖于全监督学习框架，

标注成本高、扩展性差，限制了其在实际临床中大

规模部署的可能性。为进一步提升模型的鲁棒性

与适应性，未来将考虑引入多中心、多设备来源的

多模态心脏MRI数据进行跨域验证，以增强泛化性

能。同时，本研究将探索半监督或自监督学习策

略，降低对大规模精细标注数据的依赖，并结合不

确定性估计方法提升模型在边界模糊或结构异常

区域的可解释性和稳定性。

综上，本文提出的改进 U-Net方法为心脏磁共

振图像分割提供了一种快速且高效的解决方案。

通过对多尺度特征的有效融合和精细的边界处理，

MS-UNet在心脏MRI的自动分割任务中展现出明显

的优势，对临床心脏疾病的早期诊断、治疗方案的制

定以及后续临床研究具有重要的实际应用价值。
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